
















O Teorema Central do Limite (TCL)
O Teorema Central do Limite (abreviadamente, TCL) diz respeito ao comportamento da

média amostral  à medida que o tamanho n da amostra cresce indefinidamente.

Exemplo: A distribuição de renda e o TCL

É um fato conhecido que a distribuição da renda 
pessoal dos habitantes de um país é 
usualmente muito desigual, ou seja, muitos 

ganham pouco e poucos ganham muito. Se 
forem sorteados 200 habitantes desse país e, 
com base nas suas rendas mensais  
construirmos um histograma, ele terá o aspecto.construirmos um histograma, ele terá o aspecto.

Agora, se forem sorteadas 200 amostras,
cada uma delas contendo 2 habitantes
desse país, e se forem calculadas as 200
respectivas médias amostrais, a partir
delas obteremos o histograma a seguir:

Agora, cada uma das 200 amostras
sorteadas contendo 30 habitantes desse
país, e se forem calculadas as 200 médias
amostrais, o histograma seria :





TCL: Exemplo
A densidade de uma exponencial com parâmetro      é dada pela expressão:

Gerando dados por simulação a partir de uma exponencial com λ = 1/3, para cada um dos 
seguintes tamanhos n de amostra: 1, 2, 3, 4, 5, 10, 15 e 20, 
1. Obtivemos 200 valores da média amostral ; 
2. Utilizamos esses 200 valores para construir um histograma; 
3. Traçamos no mesmo gráfico uma curva da densidade Normal com E(    )=3 e DP(     )=3/X n
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Os 8 histogramas nos mostram que, à medida que o tamanho n da amostra cresce, 
a forma do histograma se aproxima cada vez mais de uma curva Normal.



TCL: Códigos no R para elaboração da figura com 

simulações - Exponencial

tcl.exp=function(n, N=200, titulo=" ", yl=c(0, .4)) {      ## início da função – tcl.exp

medias=numeric(N)

for (i in 1:N)  medias[i]= mean(rexp(n,1/3))

hist(medias, xlim=c(-1,10), ylim=yl, freq=F, main=titulo)  

x=seq(-1,10, .02)

points(x, dnorm(x, 3, 3*sqrt(1/n) ), type="l", lwd=3)

}                                                                                  ## fim da função 

graphics.off()

par(mfrow=c(2,4), mai=c(.3,.4,.1,.1))

tcl.exp(1,titulo="n=1")

tcl.exp(2,titulo="n=2")

tcl.exp(3,titulo="n=3")

tcl.exp(4,titulo="n=4")

tcl.exp(5,titulo="n=5")

tcl.exp(10,titulo="n=10",yl=c(0,.6))

tcl.exp(15,titulo="n=15",yl=c(0,.6))

tcl.exp(20,titulo="n=20",yl=c(0,.6))



Uma pergunta natural neste ponto seria: “Quão grande 

deve ser n para que possamos usar a aproximação 

fornecida pelo TCL com um nível de precisão aceitável?”

A rapidez com que essa convergência se dá depende de quão distante está a forma 

da distribuição original das Xi’s de uma curva Normal. Em outras palavras, se a 

distribuição das Xi’s já não for muito diferente de uma Normal, com um n não muito 

grande consegue-se uma boa aproximação. Caso contrário, somente para n bem 

grande (usualmente, n ≥ 30) a aproximação da distribuição de  por uma Normal 

funcionaria adequadamente.

No exemplo a seguir vamos apresentar esse fenômeno, a saber, a convergência da 

distribuição de       para uma Normal à medida que n cresce, gerando por simulação os 

dados originais a partir de diferentes modelos probabilísticos. Em todos os casos, a 

distribuição original é bem diferente da Normal, E(X)=3 e DP(X)=3. No que se refere à 

Simulação, foi seguida a mesma seqüência de passos do exemplo anterior.
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Cap. 3 – TCL: Exemplo

Exponencial

UniformeUniforme

Mistura de 

Normais



Como se pode observar:

1. No caso da distribuição uniforme (A), o histograma de já se 
aproxima bastante de uma Normal quando n é da ordem de 4.

2. Já no caso da distribuição Exponencial (B) e da mistura de normais 
(C), modelos esses que se afastam muito mais de um 
“comportamento gaussiano”,  a aproximação pela Normal só se 

TCL: Exemplo

“comportamento gaussiano”,  a aproximação pela Normal só se 
mostra mais adequada a partir de n em torno de 10.

3. No caso do modelo em (C), à medida que n cresce, tudo se passa 
como se houvesse a “erupção de um vulcão dentro do vale”.



tcl.unif=function(n,N=100,titulo=" ", yl=c(0, .4)) {

medias=numeric(N)

for (i in 1:N) medias[i]= mean(runif(n, 3-3*sqrt(3), 3+3*sqrt(3)))

hist(medias, xlim=c(-6,10), ylim=yl, freq=F, main=titulo)

x=seq(-6,10, .02)

points(x, dnorm(x, 3, 3*sqrt(1/n) ), type="l", lwd=3)

####medias

}

graphics.off()

TCL: Códigos no R para elaboração da figura com 

as simulações - Uniforme

graphics.off()

par(mfrow=c(2,4))                                        #####, mai=c(.3,.4,.1,.1))

tcl.unif(1,titulo="n=1",yl=c(0,.6))

tcl.unif(2,titulo="n=2",yl=c(0,.6))

tcl.unif(3,titulo="n=3",yl=c(0,.6))

tcl.unif(4,titulo="n=4",yl=c(0,.6))

tcl.unif(5,titulo="n=5",yl=c(0,.6))

tcl.unif(10,titulo="n=10",yl=c(0,.6))

tcl.unif(15,titulo="n=15",yl=c(0,.6))

tcl.unif(20,titulo="n=20",yl=c(0,.6))















Digamos que, em uma dada situação, se pretende usar a média

amostral como estimativa da média populacional de uma certa variável.

Qual deveria ser o tamanho n da amostra a ser utilizada para que

se possa garantir uma boa precisão na estimativa?

Dimensionamento de Amostra

<−

Suponha que µ e σ são respectivamente a média e o desvio padrão

populacionais.

Admita também que, nesse processo de estimação, o erro absoluto

máximo considerado tolerável com uma probabilidade pré-fixada 1 − α, é

igual a d, ou seja:

[ ]P X d− < = −µ α1 .



Como Var( ) = , admitindo que n é suficientemente grande para

que o Teorema Central do Limite seja aplicável, temos

Dimensionamento de Amostra(Cont.)
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Então, se Z = , esta v.a. tem distribuição aproximadamente

Normal(0;1), e a igualdade acima implica que

onde          é o quantil 1 - α/2  da Normal(0,1)(*)
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Figura - O quantil z1-α/2 da Normal(0,1)
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